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Softmax函数
介绍
Softmax是一种机器学习中常用的归一化函数．我们可以从它的名字来理解其含义．
Softmax和普通的 max函数不同，它更加“软”，max函数给出一组数据中唯一的最大
值，而 Softmax则会将向量归一化，归一化后的向量就可以视作一组概率分布，具有
实际意义．Softmax中的指数的性质使输入中越大的数值对应越大的概率，并拉开差
距，让最大值显得更加突出．

图 1: max与 Softmax

定义
Softmax函数的公式如下：

Softmax : ℝ𝑛 → ℝ𝑛

Softmax( ⃗𝑥)𝑗 =
𝑒�⃗�𝑗
∑𝑖 𝑒

�⃗�𝑖
(1)

1 / 5



cyrus28214

与 Sigmoid函数的关系
我们都知道Sigmoid(𝑥) = 1

1+𝑒−𝑥，实际上 Sigmoid函数可以看作是二元版本的
Softmax：

Sigmoid(𝑥) = Softmax([𝑥1])
1

(2)

正确性可自行验证．反过来，Softmax函数可以看作是扩展版本的 Sigmoid．

二元 logistic回归用到了 Sigmoid函数，相应地，多元 logistic回归用到了 Softmax
函数．Softmax函数在多分类任务中很重要．

计算
由于 Softmax函数包含指数运算，因此分子和分母的数值可能很大，降低了数值稳定
性．为了解决这个问题，可以将分子和分母同时除以𝑒𝐷，其中𝐷可以是max( ⃗𝑥)．

Softmax( ⃗𝑥)𝑗 =
𝑒�⃗�𝑗−𝐷

∑𝑖 𝑒
�⃗�𝑖−𝐷

(3)

在 PyTorch中，可以用 torch.softmax计算 Softmax函数．

机器学习中也经常用到对数的 Softmax函数，可以使用 torch.log_softmax来计
算．

梯度
Softmax函数的梯度为：

∇Softmax( ⃗𝑥) = diag(Softmax( ⃗𝑥)) − Softmax( ⃗𝑥) ⋅ Softmax𝑇 ( ⃗𝑥) (4)

推导，由于：

𝜕Softmax( ⃗𝑥)𝑗
𝜕 ⃗𝑥𝑖

=
𝜕𝑒�⃗�𝑗
𝜕�⃗�𝑖

∑𝑘 𝑒
�⃗�𝑘
− 𝑒�⃗�𝑖
∑𝑘 𝑒

�⃗�𝑘

𝑒�⃗�𝑗
∑𝑘 𝑒

�⃗�𝑘

= 𝑒
�⃗�𝑖 [𝑖 = 𝑗]
∑𝑘 𝑒

�⃗�𝑘
− Softmax( ⃗𝑥)𝑖 ⋅ Softmax( ⃗𝑥)𝑗

(5)

可得原式．

信息熵
公式
要理解交叉熵，首先需要理解信息熵．信息熵，也叫香农熵，其公式如下：

𝐼(𝑥𝑖) = − log𝑏 𝑃(𝑥𝑖)

𝐻(𝑋) =∑
𝑖
𝑃(𝑥𝑖)𝐼(𝑥𝑖) = −∑

𝑖
𝑃(𝑥𝑖) log 𝑃(𝑥𝑖) (6)

其中：

2 / 5



cyrus28214

• 𝑃(𝑥𝑖)是事件𝑥𝑖发生的概率；
• 𝐼(𝑥𝑖)称作事件𝑥𝑖的信息量；
• 底数𝑏常取𝑏 = 2．

理解
信息熵可以通过多个角度理解：

1. 平均编码长度：信息熵是任何编码的平均编码长度的理论极限．任何二进制编码的
平均编码长度都至少为𝐻(𝑋)．当我们用长度log2 𝑥𝑖的编码来表示事件𝑥𝑖时，就可以
取得这个极限．例如，𝐻(12 ,

1
4 ,
1
4) = 1.5，当我们取三种事件的编码为(0, 10, 11)时，

平均编码长度恰为1
2 × 1 +

1
4 × 2 +

1
4 × 2 = 1.5．（此处可以联系哈夫曼编码理解）

2. 衡量不确定性：信息熵越大，不确定性越大．𝐻(0, 1) = 0，这个概率分布是确定的，
不包含任何信息．当所有事件概率均匀分布时，信息熵最大𝐻( 1𝑛 ,

1
𝑛 ,…,

1
𝑛)，因为此

时不确定性最大．

交叉熵
定义与理解
当我们观察𝑃，预测得到了一个可能错误的分布𝑄，我们根据𝑄来估计每一个事件的编
码长度log2𝑄(𝑥𝑖)，此时的平均编码长度就是：

𝐻(𝑃 |𝑄) = −∑
𝑖
𝑃(𝑥𝑖) log2𝑄(𝑥𝑖) (7)

这个编码长度一定满足𝐻(𝑃 |𝑄) ≥ 𝐻(𝑃)．当我们的预测与真实分布𝑃完全一致时，这
个𝐻(𝑃 |𝑄)才能取得最小值．

应用
在机器学习中，交叉熵常用来作为损失函数，因为它满足当我们的输出与期望越接近，
则𝐻(𝑃 |𝑄)越小．我们只需要求𝐻(𝑃 |𝑄)的梯度，就可以优化我们的模型．

梯度
为方便计算，此处取𝑒而不是2为底．

𝜕𝐻( ⃗𝑝| ⃗𝑞)
𝜕 ⃗𝑞𝑖

= −
𝜕∑𝑗 ⃗𝑝𝑗 log ⃗𝑞𝑗

𝜕 ⃗𝑞𝑖

= − ⃗𝑝𝑖
⃗𝑞𝑖

(8)

则：

∇𝐻( ⃗𝑝| ⃗𝑞) = − ⃗𝑝 ⊘ ⃗𝑞 (9)

其中 Hadamard division “⊘”表示对应元素相除．
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交叉熵损失函数
使用交叉熵函数需要满足 ⃗𝑞是一个概率分布，也就是∑𝑖 ⃗𝑞𝑖 = 1．我们的机器学习模型的
输出并不一定满足这一点，这时候就可以结合我们前面提到的 Softmax函数进行归一
化．结合二者，得出交叉熵损失函数𝐿( ⃗𝑥; ⃗𝑦)．

𝐿( ⃗𝑥) = −∑
𝑖

⃗𝑦𝑖 log Softmax( ⃗𝑥)𝑖

=∑
𝑖

⃗𝑦𝑖(LSE( ⃗𝑥) − ⃗𝑥𝑖)

= LSE( ⃗𝑥)(∑
𝑖

⃗𝑦𝑖)−∑
𝑖

⃗𝑥𝑖 ⃗𝑦𝑖

= LSE( ⃗𝑥) − ⃗𝑥 ⋅ ⃗𝑦

(10)

其中LSE( ⃗𝑥) = log(∑𝑖 𝑒
�⃗�𝑖)．这个函数叫做 LogSumExp函数，比起直接计算指数和再

求对数，很多地方提供了优化的 LSE函数，拥有更快的速度、更高的数值稳定性等，
如 PyTorch提供的 torch.logsumexp．

梯度
计算 LSE的梯度，发现刚好就是 Softmax函数．

∇ LSE( ⃗𝑥) = Softmax( ⃗𝑥) (11)

有了这个，再来计算交叉损失函数的梯度就很简单了：

∇𝐿( ⃗𝑥) = ∇LSE( ⃗𝑥) − ⃗𝑦
= Softmax( ⃗𝑥) − ⃗𝑦

(12)

计算
在 PyTorch中，可以使用 torch.nn.functional.cross_entropy或
torch.nn.CrossEntropyLoss来计算

除了和我们的𝐿函数一致，用预测值 ⃗𝑥和期望分布 ⃗𝑦作为输入，也支持使用值为[0, 𝐶)的
整数标签作为 ⃗𝑦的输入．

验证
可以用 PyTorch来验证我们的计算是否正确：

import torch
from torch.autograd import gradcheck
import torch.nn.functional as F

# 定义输入和目标
x = torch.randn(3, dtype=torch.float64,
requires_grad=True)  # 假设有 3个样本，5个类别
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y = torch.randn(3, dtype=torch.float64).softmax(dim=0) # 确
保和为 0
loss = F.cross_entropy(x, y)
loss.backward()
print(x.grad)
print(x.softmax(dim=0) - y)

结果：

In [46]: %run ./typst/gradcheck.py
tensor([-0.0677, -0.3029,  0.3706], dtype=torch.float64)
tensor([-0.0677, -0.3029,  0.3706], dtype=torch.float64,
       grad_fn=<SubBackward0>)

参考链接
https://zhuanlan.zhihu.com/p/105722023
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